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Ⅰ. 서 론

연합학습(Federated learning)은 로컬 수집학습 데

이터를 갖춘 모바일 사물인터넷 기기(ID:

Internet-of-things devices)들이서버와 메시지를교환

하면서공통의기계학습모델을학습하는기술이다. 이

기술은수집한로컬학습데이터의보안을유지하고무

선 자원의 부담을 경감하는 장점으로 큰 관심을 받고
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요 약

본 논문은 연합학습 시스템에서 효율적인 모델 업로드를 위한 다중안테나 통신 기술의 최적화를 다룬다. 기존

연구는 연합학습의 로컬 모델 업로드 통신 기술 설계 시 채널 상태 정보가 완벽하다고 가정하였다. 그러나 본 논

문은 채널 정보의 부정확성을 고려하여 상향링크 데이터 전송율을 계산하고, 이를 바탕으로 글로벌 종합 모델의

평균 자승 오차를 최소화하는 문제를 정립한다. 이 최적화 문제의 비 컨백스 성질을 극복하고 부 최적해를 효율적

으로 얻기 위해 Majorization Minimization 기반의 알고리즘을 제안한다. 또한 모의실험을 통해 제안하는 최적화

알고리즘의 우수성을 검증한다.

키워드 : 연합학습, 상향링크, 강인한 전송, 부정확한 채널 정보, 최적화

Key Words : Federated learning, uplink, robust transmission, imperfect CSI, optimization

ABSTRACT

This paper focuses on optimizing multi-antenna transmission to enhance the efficiency of model upload in

digital federated learning systems. Unlike previous research that assumes perfect channel state information (CSI)

for local model upload in federated learning, this work takes into consideration the imperfection of CSI and

computes the achievable data rates accordingly. The problem of minimizing the mean squared error (MSE) of

the global aggregated model is formulated, which is found to be non-convex. To address this non-convexity

and obtain an efficient suboptimal solution, we propose an iterative algorithm based on Majorization

Minimization. The advantages of the proposed algorithm are validated through numerical results.
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있다[1,2]. 연합학습과정은여러라운드로구성되며, 각
라운드마다분산된 ID들이로컬데이터를기반으로학
습한로컬모델을서버노드로업로드한후, 서버가이

를종합하여글로벌모델로갱신하여 ID들에게알려준
다. 따라서연합학습을통해높은정확도의글로벌기계
학습모델을얻기위해서는한정된무선자원을효율적

으로활용하여로컬모델을정확하게서버노드에보고
해야 한다.

연합학습시스템의로컬모델업로드를위한상향링

크통신기술의최적화에관한연구가수행된바있다
[3-6]. 기존문헌들은채널에서발생하는더해지는잡음
신호가 연합학습의 수렴성에 미치는 영향을 분석하는

과정에서무선페이딩및간섭현상을고려하지않거나
[5], 무선페이딩을고려하더라도채널정보가완벽하다
는전제하에연합학습결과모델의정확도, 특정정확

도를획득하는데소요되는학습수행시간및에너지소
모 등의 성능 척도를 최적화하는 데 집중하였다[3,4,6].

본논문은채널추정과정에서발생하는채널추정

오차를고려하여데이터전송율표현식을유도하고, 이
를기반으로서버노드에서획득한글로벌모델의평균
자승 오차 (MSE: mean squared error)를 최소화하기

위한상향링크전송기술을연구한다. 연합학습을위한
상향링크통신방법은크게 Over-the-Air Computation

(AirComp)[6] 등의아날로그전송방식과로컬모델의

양자화및압축버전을전송하는디지털전송방식[4,6]

으로구분되는데, 본논문은채널부정확성에대한강인
함(robustness)을얻기위해디지털전송방식을고려한

다. 수학적으로정립된최적화문제가비컨백스문제임
을 고려하여, 효율적인 부 최적해를 얻기 위해
Majorization Minimization (MM)[8] 기반의 반복적인

최적화알고리즘을제안한다. 모의실험결과를통해상
향링크전송을최적화하지않거나채널부정확성을고
려하지않은비교기법들과비교하여상당한성능향상

을 확인한다.

Ⅱ. 시스템 모델

단일서버가각각학습데이터집합을보유한 개
의 IoT device (ID)들과무선통신을수행하며공통의
기계학습 모델을 학습하는 연합학습 시스템을 고려한

다. 각 ID 가보유한데이터집합의샘플개수를 
로표기하고, 서버노드와 ID 가사용하는안테나개
수를각각 와 로표기한다. 연합학습과정은여러

회의라운드로구성되며, 각 번째라운드는서버가글

로벌모델을 ID들에게알려주는멀티캐스팅으로시작

한다. 각 ID 는수신한글로벌모델을시작점으로잡
고자신의학습데이터를이용해로컬모델업데이트를

수행하며, ID 에서 업데이트된 로컬 모델 벡터를

  ∊  × 
로 표기한다. 여기서 는 모델을

표현하는실수파라미터의개수이다 (예: 심층신경망
에서가중치와바이어스개수). ID들은자신의업데이

트모델벡터들을상향링크채널을통해서버로전송하
며, 서버는수신신호벡터를이용하여로컬모델벡터들    … 을회복한뒤, 다음의가중치

합을 통해 글로벌 모델을 업데이트한다.

             (1)

(1)에서전체학습데이터샘플개수       
을 정의하였다. 위에서 업데이트된 글로벌 모델은  번째라운드시작시서버가 ID들에게내려주는
글로벌모델벡터가된다. 추후표기의편의를위해가

중치   을 정의한다.

각 번째라운드에서 ID들이로컬모델벡터를업로

드하는 통신 구간 길이를  심볼 주기(즉, 채널 사용

횟수)로가정하면, 각심볼주기내에서 ID 가전송하
는 파라미터 벡터를   ∊  × 

로 표기한다. 표기

의편의를위해라운드및심볼인덱스를삭제했고, 
는각심볼구간동안보내야하는복소수원소개수를

의미하고   로 계산된다. 파라미터 벡

터  는 평균벡터      , 공분산 행렬

      을 갖는다고 가정한다.

ID들과서버간의상향링크통신채널은다음의서

버 수신 신호 벡터 ∊  × 
로 모델링한다.

          (2)

(2)에서   ∊  ×  는 ID 와서버노드간채널
행렬,   ∊   × 

는 ID 의 송신신호 벡터,

∼ 는잡음신호벡터를의미한다. 각송

신신호벡터  는전력제한조건  ∥ ∥ ≤ 
을 만족한다.

본논문은채널정보의부정확성이연합학습의통신
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성능에미치는영향을관찰하기위해, 서버노드와 ID

들이습득한추정채널행렬 와실제채널   간
관계를 다음과 같이 모델링한다.

     (3)

는채널추정오류를의미하고모든원소들은독립
이며, 평균 0, 분산   을 갖는다고 가정한다.

Ⅲ. 모델 양자화, 상향링크 전송 및 모델 종합

본 논문은 각 ID 가 파라미터 벡터  를 디지털
정보로양자화/압축후채널코딩을수행하여상향링크

전송하는디지털연합학습을가정한다[3,4,6]. 이에 ID 
는 벡터  에 가장 가까운 양자화 부호어(codeword)

벡터를선택하여 bit 열로변환후채널코딩을수행한

다. 선택된 양자화 벡터를       로 표기 및
모델링하고, 채널코딩을통해얻는송신신호벡터를 ∼  로 표기한다. 공분산 행렬  는
전력제한조건  ≤ 을만족한다. 충분한길이

의소스부호화및가우시안소스코드북[3,6]을가정하

면, 양자화 손실벡터 는  와 연관이 없고∼  의 분포를 따른다.

서버노드는 (2)의수신신호벡터 로부터 ID들의송

신신호들을   →  →…→   의순서로
순차적 간섭제거 (SIC: successive interference

cancellation) 기법을통해 복호화한다고 가정한다. 채
널오류항에대한데이터전송율평균의 closed-form

계산이 어려우므로, log-det 함수의 concave 성질과
Jensen 부등식을이용하여획득가능한데이터전송율   을 다음과 같이 유도한다.

        logdet logdet            (4)

수식 (4)에서표기       을정의했고,  는
채널부정확성및 SIC 복호화순서를고려하여제거되
지않은모든간섭신호및잡음신호의공분산행렬을

정의하며, 다음과 같이 계산된다.

              
          (5)

ID 의데이터전송율  은양자화된파라미터벡
터  을업로드하는데사용되므로, 부효율-왜곡이론[9]

에따르면양자화잡음공분한행렬  는다음조건을
만족하도록 설계된다.

     logdet    logdet ≤  (6)

(6)에서 파라미터 벡터  는 기 정의한 공분산 행렬 의 복소 가우시안 분포를 따른다고 가정하였다.

서버노드는 ID 송신신호벡터들을복호화함으로써

얻은 파라미터 벡터들   … 을 이용하여 글

로벌모델업데이트벡터        에근접
한 벡터를 얻고자 다음의 선형 처리를 수행한다.

        (7)

상기모델종합출력의정확성을정량화하기위해다음

MSE 손실 함수를 고려한다.

 ∥  ∥    
   

       
     (8)

(8)에서 표기       와      을 정
의했다.

Ⅳ. 문제 정의 및 최적화

본절은연합학습의정확도에직접적인영향을미치

는 (8)의모델종합MSE 손실함수를최소화하기위해

ID들의전송공분산행렬  , 양자화잡음공분산행렬 , 서버 노드의 선형 처리 계수 의 합동 최적화를
목표로한다. 이문제를다음과같이수학적으로정의할
수 있다.
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min            ≤     ∀ ≤  ∀ ≤  ∀
(9)

최적화문제 (9)는비컨백스문제이므로, 변수집합을  와 로분할하여반복적인업데이트를통
해 부 최적해를 획득하는 알고리즘을 제안한다.  이 주어졌을 때 최적의 는      을만족하는다음값들로주
어진다.

    (10)

(9)에서 이고정상수로취급될경우, 모든목적함수,

제한조건 함수들이 컨백스 함수들의 차로 표현되는
difference-of-convex (DC) 문제로 분류된다. 따라서

비컨백스성질을유발하는항을적절한기준점과선형
화하여얻은컨백스문제의해를반복적으로찾아가는
MM 기법[8]을 적용하여 부 최적해를 획득할 수 있고,

이는비컨백스최적화문제를다루는데활발히적용되
고있는 SCA 기법의한예로도볼수있다[10]. 따라서
글로벌 수렴 조건을 만족할 때까지 MM 기법과 수식

(10)을이용하여   와 을반복업데이트하
는알고리즘을적용할수있으며, 해당알고리즘을표

‘Algorithm 1’에기술한다. 표에서문제 (11)은다음과
같다.

min      ′     ≤    ′  ∀  ′≤  ∀ (11)

함수     ′ 와   ′는 각각   와  의비컨백스항을기준점  ′와 ′와함께 1차 Taylor 급수로근사화하여얻은함수

를 의미하며, 다음과 같이 정의된다.

    ′ logdet ′ln  ′   ′
 logdet            (12)

  ′ logdet  logdet   ′
ln    ′    ′ (13)

결과적으로 (11)의최적화문제는컨백스문제로분류

되고, CVX[11] 등 잘 알려진 툴박스를 활용하여 해를
구할 수 있다.

Ⅴ. 공분산 행렬 전달을 위한 오버헤드 분석

제안하는연합학습을위한상향링크전송기술을동
작시키기위해서는서버노드가전체상향링크네트워

크의 채널 행렬 정보   …  을 획득한 후,

Algorithm 1을 수행하여 송신 공분산 행렬  … 을포함하는최적화변수들을결정한
다. 이후계산된각공분산행렬  을 ID 에알려주
는절차가필요하다. 이때서버가 ID 에보내는정보
의양을 로표기하면 (단위: bit), 는다음과같이
정량화할 수 있다.

   (14)

상기 수식에서 는 각 실수 성분 (I 혹은 Q 성분)을
양자화하는데사용하는 bit 개수(즉, 해상도)를나타내

며, 가클수록정확한공분산행렬정보를 ID에알려
주는반면하향링크채널의통신부담이증가하기때문

에, 이 두 측면을 모두 고려한 적절한 해상도 값 을
결정할 필요가 있다. 공분산 행렬  를 표현하는 데
필요한실수성분개수는다음근거를통해 로계산
하였다.  는 총 개의 복소수로 구성되나,

Hermitian 대칭성질을이용하여대각원소들기준한
방향(예: 우-상)을배제할수있고, 대각원소들은모두

Algorithm 1. 제안하는 최적화 알고리즘

Initialize  ′  ′  ′ ′.

repeat

Set  as solution of (11).

Update  according to (10).

Update  ′  ′  ′ ′←.

until convergence
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양의실수임을감안하여허수부를배제할수있음을고
려하여 다음과 같이 계산하였다.

   대각원소기준한 방향 제거

  ×     (15)

서버가 ID 로내려주는하향링크통신의데이터전송
율을 로표기하면,  를 ID 에알리는데소요되
는 지연시간은 로 계산되며, 여기서 전송율

은하향링크통신전략(예: 다중접속방식, 빔포밍

방식 등)에 의해 결정된다. 본 논문은 모델 업로드를
위한상향링크통신최적화를집중적으로다루고있기
때문에, 하향링크의통신오버헤드와지연시간, 그리고

연합학습의성능에미치는영향등의분석은향후연구
주제로 남겨 놓는다.

Ⅵ. 모의실험 결과

본절은모의실험결과를통해Ⅳ절에서제안한연합
학습손실최소화알고리즘의우수성을검증한다. 반경

100 m의원형영역내에서버노드는중앙에위치하고

ID들의위치는독립적으로랜덤하게생성한다. ID 의
채널행렬  의모든원소는독립이며  의
분포를따른다. ID 와서버노드간거리를 라할
때, 경로감쇠 는      로 주어지며,

경로감쇠 지수는    , 기준 경로감쇠 및 거리는  와    m로 설정한다. 추정 채널행렬 도독립적인가우시안분포를따르며, 각원소의분

산은   로설정한다. 채널추정오류행렬 
의 각 원소의 분산 는   로 가정한다. 즉, ∊ 는채널전력중추정오류의비중을의미하
며, →일수록정확한채널정보, →일수록부정
확한채널정보임을의미한다. 다른기법간의연합학습
성능비교를위해다음과같이정의되는정규화된MSE

(NMSE: normalized MSE) 성능을 고려한다.

 ∥  ∥  ∥∥   ∥  ∥       (16)

식 (4)와같이상향링크데이터전송율에영향을미치는

SIC 복호화순서 ⋅는임의로고정되었다고가정
한다.

Ⅳ절에서제안한알고리즘의우수성확인을위해다
음 3개 기법의 NMSE 성능을 비교한다.

(1) Fixed  :      을고정하고, 남은

변수만 최적화한 기법

(2) Non-robust opt.:      , 즉, 추정 채널이

완벽하다는 가정 하에 최적화한 기법
(3) Proposed robust opt.: Ⅳ절에서 제안한 최적화
기법 (Algorithm 1)

그림 1은     ∊       
의 연합학습 환경에서 상향링크 signal-to-noise ratio

(SNR)  대비 평균 NMSE 성능 비교 그래프를

보여준다. SNR이 증가함에 따라 ‘Fixed  ’ 및

‘Non-robust opt.’의비교기법들은지속적으로감소하
지않고일정수준으로수렴하는 NMSE 성능을보이는
반면, ‘Proposed robust opt.’ 기법은 0에가까워질때까

지지속적으로감소하는 NMSE 성능을획득하는것을

볼 수 있다. 서버 노드의 안테나 개수가   에서  로증가할경우,   개의 ID들이보낸상

향링크 신호의 간섭 제어및복호화능력이강화되고,

결과적으로연합학습을위한 NMSE 성능이향상되는

것을 관찰할 수 있다.

그림 2는      ∊     , 15 dB

SNR의 환경에서 채널 추정 오류 비중인 의 증가에
따른평균 NMSE 성능비교그래프를보여준다. 채널

정보에 오차가 있을 경우 (즉,   ), ‘Proposed

그림 1. SNR  대비 평균 NMSE 성능
Fig. 1. Average NMSE versus the SNR
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robust opt.’ 기법이 채널 오차를 고려하지 않는

‘Non-robust opt.’ 기법대비상당히낮은 NMSE을획
득하는것을알수있다. 두기법간의성능차이는추정

오차 가 클수록 더 현저해진다. ‘Proposed robust

opt.’ 기법은 채널 오차를 고려하여    을
설계하기때문에, NMSE 성능이 에대해매우느리게
증가하기 때문으로 해석된다.

마지막으로그림 3은그림 1과같은환경에서본논

문에서다룬상향링크전송기술로인해발생하는글로
벌모델의 NMSE 오차가실제기계학습의성능에미치
는 영향을 관찰한다. 이를 위해 파라미터 벡터    로 표현되는 비선형 회귀 모델      의 fitting 문제를 고려한다.

주어진 ground-truth 파라미터       에대
해 ID 의 데이터 집합을

      …로표기하고, 각

샘플   은  ∼와
        의 분포를 통해 독립적으로
생성한다. 여기서  는  ∼의분포를따
른다.       …는테
스트데이터집합을나타내며, 위와동일한모델로생성

한다.             로 정의
되는 글로벌 손실 함수를 최소화하는 벡터    을 찾는 것이 연합학습의 목적이며,  는 ID 에서의 로컬 평균자승오류(MSE:

mean squared error) 함수를 나타내며

             와같
이정의된다. 이를위해, 매라운드에서 각 ID는로컬

MSE 함수에 대한 경사하강법을 통해   번의
로컬업데이트를수행하고, 서버는 ID들로부터수집한
파라미터 벡터들을 (1)의 수식을 통해 종합하여 다음
라운드를위해 ID들에게 전송하며, ID들과서버가 모

델을주고받는글로벌반복횟수는   로가정
한다. 매 실험마다 Ground-truth 파라미터 벡터      의 원소들은 독립적인 의
분포를통해생성하며, 총 100개의랜덤생성파라미터
벡터들에대해상기기술된연합학습을각각수행한후,

테스트 데이터 집합을 통해 다음과 같이 측정한 평균

회귀 테스트 오차 성능을 관찰한다.

 

    

          
 . (17)

상기 수식에서 는 각 실행마다 번의 글로벌
반복을통해획득한글로벌모델벡터를의미한다. 그림
3에서 보듯이, 비교 기법 대비 안정된 NMSE 성능을

획득하는 제안 전송 기법이 실제 비선형 회귀모델의
fitting 문제에서도우수한학습성능을달성하는것을
볼 수 있다.

그림 2. 채널 추정 오류 비중  대비 평균 NMSE 성능
Fig. 2. Average NMSE versus the CSI error ratio 

그림 3. SNR 대비 정규화된 평균 회귀 테스트 오차
Fig. 3. Average normalized regression error versus the
the SNR
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Ⅶ. 결 론

연합학습의모델종합정확도를높이기위한상향링
크전송기술의최적화문제를다루었다. 기존문헌과
달리상향링크채널정보의부정확성을고려하여상향

링크 데이터 전송율 수식을 계산 및 활용하여 최적화
문제를정립후, 해당문제가비컨백스문제임을고려
하여 MM 기반의반복적최적화알고리즘을제안하였

다. 모의실험 결과를 통해 채널 부정확성을 무시하고
설계한기존기법대비성능이득을검증하였다. 서버의
모델종합정확도를높이기위해상향링크무선채널의

중첩성을 활용하는 아날로그 연합학습 및 ID들 간의
효율적인스케쥴링기법[7]들과의결합연구를향후중
요한연구방향으로고려한다. 또한 ID들의데이터집

합들의 분포간 이형성, 로컬 및글로벌반복횟수 등
학습모델의업데이트량, 그리고연합학습알고리즘으
로인한요소등을반영한상향링크전송기술의최적화

도 흥미로운 연구 주제가 될 것이다.
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